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ВИКОРИСТАННЯ НЕЙРОМЕРЕЖІ НА БАЗІ TENSORFLOW 
ДЛЯ РОЗПІЗНАВАННЯ ЖЕСТІВ ТА КЕРУВАННЯ  
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У дослідженні детально проаналізовано точність розпізнавання різних жестів за допомогою ней-
ромережі, побудованої на основі TensorFlow для керування біонічним протезом. Проведено серії експе-
риментів із застосуванням наборів даних та параметрів моделі, в яких досліджено наскільки ефекти-
вно нейромережа розпізнає різні жести в контексті управління протезом. Результати експериментів 
дозволяють зрозуміти потенційні обмеження та можливості цієї технології для практичного засто-
сування в реальних умовах. Описано модель та архітектуру нейромережі, функції активації та пара-
метри, які використано для навчання. Також розглянуто параметри навчання, які впливають на ефе-
ктивність навчання моделі. Для оцінки ефективності моделі використано метрики оцінки моделі, 
графіки продуктивності моделі, матриця плутанини, — які дозволяють оцінити рівень достовірнос-
ті та продуктивності навченої нейромережі. Запропоновано методику збору даних електроміографії 
(ЕМГ), що полягає у використанні електричних сигналів, які виникають у м’язах у разі їхнього скоро-
чення. Цей процес передбачає розміщення електродів на поверхні шкіри над м’язами, що аналізують-
ся, для реєстрації електричних сигналів, які виникають у момент м’язової активності. Такий підхід 
дозволяє збирати об’єктивні дані про активність м’язів та їхні рухи, які потім можуть бути викорис-
тані для навчання нейромережі та подальшого використання у керуванні біонічним протезом. Прове-
дено серію експериментів для оцінки точності розпізнавання різних рухів за використання навченої 
моделі. Аналізуючи результати експериментів, можна зрозуміти, наскільки ефективно та надійно 
працює навчена модель у реальних умовах та яка її придатність для практичного застосування в 
системах управління біонічними протезами. 

Ключові слова: нейромережа, TensorFlow, розпізнавання жестів, біонічний протез, електроміогра-
фія, точність розпізнавання. 

Вступ 

З розвитком технологій штучного інтелекту та біоніки, стає актуальнішим використання ней-
ромереж для керування біонічними протезами. Одним з важливих аспектів у цій сфері є ефективне 
розпізнавання жестів та рухів людської кінетики для їхнього відтворення у контексті керування 
протезом. Завдяки поєднанню передових методів обробки сигналів, машинного навчання та біо-
медичної інженерії вдалося створити інноваційні системи, які дозволяють відновлювати функції 
тіла у людей з обмеженими можливостями.  

Метою роботи є дослідження використання нейромережі на базі TensorFlow для розпізнавання 
жестів та рухів на основі даних електроміографії.  

Результати дослідження 

1. Збір даних 
Для збору даних використано схему, що включає в себе датчик MyoWare та плату Esp32 (рис. 1). 

Датчик MyoWare доступний на ринку за низьку ціну, уможливлює надійний запис електричних 
сигналів, може легко інтегруватися з іншими пристроями та програмним забезпеченням. Плата 
Esp32 характеризується доступною ціною, можливістю програмування та підключення до 
комп’ютера для передачі та відображення даних, а також різноманітними інтерфейсами, такими як 
GPIO, SPI, I2C. 
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Рис. 1. Ескізний проект електронної схеми 

 

Теорема Найквіста стверджує, що для точної реконструкції сигналу частота дискретизації по-
винна бути принаймні удвічі більшою ніж найвища частота, присутня у сигналі. Застосовуючи цю 
теорему до електроміографії, необхідно встановити частоту дискретизації не менше 300 Гц, оскі-
льки відповідна інформація міститься у діапазоні 50…150 Гц. З цієї причини вибрано частоту дис-
кретизації 1 кГц.   

Для обробки даних з плати ESP32 вибрано програмне забезпечення з використанням бібліотеки 
ESP32 і інтегрованим середовищем розробки arduino ide. 

Сигнали ЕМГ чутливі до впливу шуму, тому необхідно прикладати зусилля для їхнього згла-
джування та очищення. З цією метою використано метод конвертації RMS, який рекомендує роз-
раховувати квадратичне середнє у визначених вікнах часу. Мета цього методу полягає в згладжу-
ванні сигналу без втрати репрезентативної інформації. Тому розмір часового вікна не може бути 
надто великим, оскільки це може призвести до втрати значущої інформації, або занадто малим, 
оскільки підсумковий сигнал все одно буде містити значний рівень шуму. 
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За дуже великих або дуже малих зна-
чень часового вікна характеристики не 
були репрезентативними, тому вибрано 
часове вікно, яке дало найкращі результа-
ти у класифікації, і воно становило 50 мс, 
як показано на рис. 2. 

Процес нормалізації використовував-
ся для стандартизації всіх даних у єди-
ному діапазоні, з метою того, щоб мо-
дель ШІ не приділяла більше уваги 
деяким зразкам порівняно з іншими. Ви-
користано метод пікової динаміки, де 
значення часового вікна виражено як 
відношення між отриманим значенням та 
максимальним значенням цього часового 
вікна. 
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За цим рівнянням усі значення вхідних даних залишаються в діапазоні [0, 1]. 
Існують різні види ознак, які можна використовувати для відтворення біологічного сигналу. У 

статистичному підході використовуються статистичні характеристики, такі як середнє абсолютне 
значення, медіанне абсолютне значення, дисперсія та стандартне відхилення, які служать для ви-
ділення ознак. У методі середньоквадратичного визначення обчислюється середньоквадратичне 
значення в часових вікнах попередньо визначеної тривалості. Вибрано характеристики середньок-
вадратичного методу через його перевагу у швидкості обчислення в реальному часі перед статис-
тичним методом. 

Дані отримано виключно від одного учасника дослідження. Експерименти проводились з учас-
ником, який сидів у кріслі з опорами для рук. Три електроди розміщувалися на м’язі плеча, м’язі 

 
Рис. 2. RMS конверт 
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ліктьового згину та м’язі розгину пальців. Жести для виконання відображались на моніторі, роз-
ташованому перед учасником. Спочатку на екрані з’являлось привітальне повідомлення учаснику, 
до початку експерименту включався таймер. Потім виконувався один з двох жестів — розгинання 
або згинання кисті. Кожна м’язова акція тривала 5 секунд, протягом якої учасник скорочував м’яз 
та утримував його, за 10 секунд відпочинку, щоб уникнути ризику м’язової втоми. Дії послідовно 
відображались на екрані, як показано на рис. 3. Кожне завдання повторювалося на екрані 10 разів. 

 
Рис. 3. Експериментальний дизайн 

 

2. Модель нейронної мережі 
Як нейронна мережа використовувався багатошаровий персептрон. Вибір персептрона замість, 

наприклад, спайкінгових нейромереж [21], обґрунтований його простотою та швидкістю навчання, 
обчислювальною ефективністю на стандартному апаратному забезпеченні, а також широкою підт-

римкою інструментів, таких як TensorFlow. Персеп-
трони добре підходять для завдань класифікації, 
таких як розпізнавання жестів на основі ЕМГ сигна-
лів, а попередні дослідження показали їхню високу 
точність і надійність у подібних застосуваннях. 

Нейронна мережа (рис. 4) працює в режимі реа-
льного часу, приймаючи ЕМГ-сигнали та генеруючи 
команди управління для досягнення необхідних ру-
хів. Математична модель нейронної мережі має такі 
формули: 

– входи, сигнали ЕМГ 
 1 2[ , , , ];nX x x x= …  (3) 

– виходи, рухи біонічної руки 
 1 2[ , , , ];nY y y y= …  (4) 

– ваги та упередження 
 1 2 1 2[ , , , ]; [ , , , ];n nP P P P b b b b= … = …  (5) 

– прихований шар 
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де xi — записаний сигнал ЕМГ; yi — відповідний рух біонічної руки; Pi і bi — ваги та зміщення 
шарів нейронної мережі. 

Вилучення функцій 
 [ ]1 2, , , ,nF f f f= …   (7) 

де fi —характеристики, отримані з сегментів сигналів ЕМГ. 
Навчальний набір даних 

 ( ) ( ) ( )1 1 2 2 3 3, ,  , , , ,T F y F y F y= …    (8) 

де Fi — вектор ознак. 
Вихід 
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Рис. 4. Архітектура нейронної мережі 
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де P і b — ваги та зміщення вихідного рівня штучної нейронної мережі. 
Для тренування нейронної мережі використовувалася бібліотека Tensorflow, яка надає різнома-

нітні інструменти для розробки, навчання та впровадження моделей машинного навчання. Вибір 
здійснено на користь п’яти шарів, із застосуванням проміжних шарів з коефіцієнтом 20 %, щоб 
уникнути перенавчання моделі. 

Навчання моделі виконувалося на основі 60 % доступних даних, решта 40 % використовували-
ся для тестування та перевірки. Параметри процесу навчання подані у табл. 1. 

Таблиця 1 
Гіперпараметри та функції, що використовуються в навчанні моделі 

Функція активації Softmax 

Функція втрат Categorical cross-entropy 
Алгоритм оптимізації Adam 
Швидкість навчання 0,001 
Ітерації 300 
Розмір партії 8 

 

Остаточні функції активації та функції втрат вибрано з урахуванням характеру завдання, яке 
включало багатокласову класифікацію. Використання функції Softmax дозволяє отримати ймовір-
нісний розподіл для N різних класів. Функція витрат, а саме категоріальна крос-ентропія, вимірює 
точність моделі щодо очікуваних значень для категоріальних змінних. Після перевірки їхньої ефе-
ктивності та стабільності результатів, вирішено продовжити експерименти з випадковим вибором 
гіперпараметрів. В дослідженні використовувався діапазон значень від 0,01 до 0,0001 для швидко-
сті навчання, ітерації були обмежені [100, 200, 300], і розмір партії залишався постійним. 

Отриману модель конвертовано в вихідний файл C++ за допомогою конвертера бібліотеки 
Tensorflow Lite та збережено на платі розробки. 

3. Результати 
Система повинна мати швидкий час відгуку для ефективного її використання в повсякденній 

рутині користувача. Для визначення оптимального часу проведено етапи обробки зі зміною розмі-
ру часового вікна сигналів ЕМГ. На основі отриманих результатів побудовано графік, де показано 
різні розміри часового вікна в залежності від точності моделі, рис. 5. Проаналізувавши графік, 
дійшли висновку, що найоптимальніше часове вікно має тривалість 2 секунди. Це забезпечує від-
носно короткий час відгуку та високу точність системи. 

Для оцінки ефективності штучного інтелекту використовувалася методика 10-кратної перехре-
сної перевірки. Детальні результати подані у табл. 2. 

 
Рис. 5. Розмір вікна в порівнянні з точністю моделі 

Таблиця 2 
Метрики оцінки моделі 

Достовірність 78,67 % 

Влучність 80,21 % 
Повнота 75,67 % 
Втрати 0,61 
Час навчання 13,68 с] 

 

Модель правильно визначила приблизно 78,67 % класів. З урахуванням помилкових спрацьову-
вань близько 80,21 % позитивних прогнозів виявилися правильними, що вказує на ефективність 
для більшості виконуваних рухів. Приблизно 75,67 % дій виявлено правильно. 

Незважаючи на високу точність, спостерігалися великі втрати, і модель кілька разів допускала 
значні помилки. З рис. 6 видно, що в моделі присутні як зміщення, так і дисперсія. Для вирішення 
цієї проблеми необхідно більше даних для навчання або застосування методів регуляризації на про-
міжних рівнях. Проте, на першому етапі, вирішено проаналізувати поведінку моделі в різних класах. 
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         a)       б) 

Рис. 6. Графіки продуктивності моделі: — а графік точності; б —  графік втрат 
 

З рис. 6 випливає, що точність класів є відносно високою. 
У зв’язку з цим вирішено детально проаналізувати поведінку моделі у контексті бінарної кла-

сифікації. Значення матриці плутанини показані на рис. 7, точність та втрати під час навчання 
для бінарної моделі показані на рис. 8a і 8b відповідно.  

Графік втрат вказує на те, що помилка під час навчання та тестування залишалася на подібному 
рівні. Це свідчить про те, що рівень зміщення та дисперсії в моделі був низьким, що дозволяло їй 
ефективно узагальнювати. 

Висновки 

Система обробки сигналів ґрунтується на аналізі поведінки сигналу, на відміну від систем, які 
використовують інтенсивність сигналу ЕМГ як тригер для забезпечення надійності. У випадку, 
коли користувач виявляє ознаки м’язової втоми внаслідок тривалого використання, система може 
охарактеризувати форму сигналу, незалежно від його відносної інтенсивності. 

Нейронна мережа успішно класифікувала приблизно 95,13 % класів на основі даних, зібраних 
від одного суб’єкта. Час класифікації системи становив 0,08 секунди, тоді як час запису даних 
становив 2 секунди, загальний час реакції протеза становив 2,18 секунди. Використовуючи поро-
гове значення для врахування лише прогнозів з точністю понад 70 %, досягнуто зменшення кіль-
кості помилкових прогнозів між класами. Головним пріоритетом було зниження кількості непра-
вильних класифікацій до мінімуму. Іншими словами, коли суб’єкт виконував дію, він утримував 
жест нерухомо, уникнувши неправильних рухів. У цьому випадку виявлено відсутність явища 
зміщення або дисперсії в моделі, оскільки помилки під час навчання та тестування були мінімаль-
ними. Аналіз точності в різних часових вікнах показав, що збільшення часового вікна під час за-
пису даних не обов’язково приводить до значного підвищення точності моделі. Це пояснюється 

 
Рис. 7. Матриця плутанини  

(мультикласова модель) 

а)                                                            б) 

Рис. 8. Графіки продуктивності моделі (бінарна модель):   
a — графік точності;  b — графік втрат 
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тим, що датчики EMG MyoWare мають активний фільтр, який не дозволяє сигналу залишатися 
активним тривалий час. Таким чином, інформація отримується під час активації м’яза, а не його 
дезактивації. Зменшення часового вікна може виявитися корисним для зменшення кількості нере-
презентативних даних. 
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Using a TensorFlow-Based Neural Network for Gesture Recognition  
and Control of a Bionic Prosthesis 
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This study analyzes in detail the recognition accuracy of various gestures using a neural network built on TensorFlow to 
control a bionic prosthesis. By conducting a series of experiments using data sets and model parameters, it is investigated 
how effectively the neural network recognizes various gestures in the context of prosthesis control. The results of the exper-
iments will allow us to understand the potential limitations and opportunities of this technology for practical application in real 
conditions. The neural network model and architecture, activation functions and parameters used for training are described. 
Learning parameters that affect the effectiveness of model learning are also considered. To evaluate the effectiveness of the 
model, results such as model evaluation metrics, model performance graphs, and confusion matrix are used to evaluate the 
level of reliability and performance of the trained neural network. Method of collecting electromyography (EMG) data is 
proposed, which consists in the use of electrical signals arising in muscles during their contraction. This process involves 
placing electrodes on the surface of the skin over the muscles being analyzed to record the electrical signals that occur at 
the moment of muscle activity. This approach allows collecting objective data on muscle activity and their movements, which 
can then be used to train a neural network and further use it in controlling a bionic prosthesis. A series of experiments was 
conducted to assess the accuracy of recognition of various movements using the trained model. Analyzing the results of the 
experiments, it is possible to understand how efficiently and reliably the trained model works in real conditions and how 
suitable it is for practical use in control systems of bionic prostheses. 

Keywords: neural network, TensorFlow, gesture recognition, bionic prosthesis, electromyography, recognition accuracy. 
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